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Sommario

L’avvento dei modelli Vision-Language, come CLIP (Contrastive Language-Image Pre-
training), ha trasformato la Computer Vision, aprendo nuove frontiere nella generazione
e nell’analisi di contenuti visivi. Tuttavia, l’efficacia di tali modelli nel comprendere
concetti astratti propri del dominio artistico quali lo stile pittorico e la qualità estetica
rimane una questione aperta.

Questa tesi si inserisce in un progetto di ricerca collaborativo volto a valutare le
rappresentazioni latenti di CLIP nel dominio dell’arte, analizzando sia opere reali che
sintetiche su dataset eterogenei (NGA, WikiArt, AI-ArtBench e AI-Pastiche). Il lavo-
ro complessivo indaga tre dimensioni fondamentali: l’allineamento testo-immagine, il
riconoscimento dello stile e la valutazione della qualità generativa.

Nello specifico, il contributo originale di questo elaborato si focalizza sull’analisi delle
immagini generate artificialmente. In una prima fase, è stato validato l’allineamento
semantico tra prompt e immagini sintetiche. Successivamente, si è esaminata la capacità
di CLIP di riconoscere stili artistici complessi, dimostrando che tecniche di supervisio-
ne leggera come il Linear Probing ottengono prestazioni superiori rispetto ad approcci
Zero-Shot o Few-Shot. Infine, è stato condotto uno studio inedito sull’aderenza estetica,
confrontando la similarità di CLIP con il giudizio umano. I risultati evidenziano una
discrepanza significativa: il modello tende a ignorare artefatti visivi e difetti strutturali
determinanti per la percezione umana. L’integrazione sperimentale di un defect sco-
re ha permesso di migliorare l’allineamento, suggerendo che le attuali rappresentazioni
multimodali necessitino di segnali ausiliari per fungere da giudici di qualità affidabili.

I risultati concludono che, sebbene CLIP eccella nel catturare la semantica denotativa,
la comprensione delle sfumature stilistiche e qualitative nell’arte generata richiede ancora
interventi mirati e supervisione specifica.
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Capitolo 1

Introduzione

1.1 Contesto e Rilevanza dei Modelli Multimodali
L’avanzamento delle architetture di apprendimento profondo ha consolidato i model-
li multimodali come pilastri fondamentali nelle moderne applicazioni di intelligenza
artificiale. Questi sistemi, capaci di integrare e correlare informazioni provenienti da
domini diversi, in particolare testo e immagini, hanno rivoluzionato il campo della com-
puter vision. Tra questi, CLIP (Contrastive Language–Image Pretraining), sviluppato
da OpenAI, si distingue come un’innovazione architetturale significativa [1].

Addestrato attraverso un compito di pre-addestramento contrastivo su una vasta col-
lezione di coppie (immagine, testo) estratte dal web, CLIP ha dimostrato una notevole
capacità di apprendere rappresentazioni visive trasferibili attraverso la supervisione
del linguaggio naturale. Questa caratteristica lo ha reso uno strumento versatile e am-
piamente adottato in molteplici ambiti della computer vision, tra cui la classificazione
di immagini zero-shot, l’identificazione di oggetti (es. image re-identification) e l’image
retrieval. Inoltre, la sua capacità di misurare la coerenza semantica tra un prompt te-
stuale e un’immagine è stata cruciale, portando alla sua adozione come funzione di
guida (guidance loss) in modelli generativi all’avanguardia, come DALL-E e Stable
Diffusion [2] (sebbene CLIP funga anche da prior guidance in altri contesti).

1.2 Motivazione e Obiettivi della Ricerca
Nonostante l’eccellenza prestazionale di CLIP in compiti di visione generici, permane la
necessità di investigare a fondo le sue abilità e i suoi limiti quando applicato a domini
visivi complessi e altamente specializzati. Il contesto artistico, caratterizzato da astra-
zione, sottigliezze stilistiche e una ricchezza di dettagli formali, rappresenta un banco di
prova ideale per valutare la vera profondità della comprensione visiva del modello.
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La presente ricerca si pone l’obiettivo di indagare criticamente le capacità di
CLIP nell’analisi delle opere d’arte, al fine di determinare la sua affidabilità come mec-
canismo di guida per la generazione di opere artistiche. Specificamente, intendiamo
valutare se l’attuale rappresentazione multimodale appresa da CLIP sia sufficiente per
catturare le sfumature che definiscono la qualità e l’identità di un’opera d’arte.

L’ipotesi di partenza, supportata dai risultati preliminari, suggerisce che, sebbene
CLIP dimostri una robusta capacità di riconoscere il contenuto semantico (i soggetti)
delle opere, essa fatica a cogliere dettagli fini e concetti astratti cruciali, quali la te-
stura delle pennellate, l’aderenza stilistica a movimenti specifici e la corretta collocazione
temporale (periodo storico) dell’opera. Questa limitazione suggerisce l’esigenza di svi-
luppare metodologie più espressive o di sfruttare in modo più mirato le feature nascoste
nello spazio latente codificato da CLIP.

1.3 Struttura Sperimentale
Per ottenere risultati oggettivi e replicabili, i nostri esperimenti sono stati strutturati
per dissezionare i vari livelli di comprensione visiva di CLIP nel dominio artistico. A
tal fine, è stato mantenuto CLIP come componente fissa e congelata (zero-shot
evaluation), senza alcuna fase di fine-tuning, per isolare e valutare le sue capacità
intrinseche apprese dal pre-addestramento originale.

La metodologia di valutazione si articola in tre livelli progressivi di complessità:

1. Livello I: Content Retrieval. L’obiettivo primario è verificare l’abilità di CLIP
nell’identificazione accurata dei soggetti principali all’interno delle opere artisti-
che, testando la comprensione del contenuto denotativo dell’immagine.

2. Livello II: Style Recognition. Dopo aver validato la comprensione del contenu-
to, si procede a un livello di astrazione superiore, verificando la capacità di CLIP
di discriminare e categorizzare opere basandosi su concetti stilistici astratti (es.
Cubismo, Impressionismo) (per un contesto sulla rappresentazione neurale dello
stile, si veda anche [3]).

3. Livello III: Artifacts Detection and Human Adherence. Questo esperi-
mento mira a valutare se CLIP possieda la capacità di fungere da giudice di
qualità autonomo, similmente alla percezione umana. L’analisi si concentra sul-
la sua abilità di identificare artefatti visivi, difetti o incoerenze formali all’interno
delle immagini, un requisito fondamentale per una guida efficace dei modelli ge-
nerativi. (Si veda anche la ricerca sulle metriche percettive per il rilevamento di
artefatti [4]).
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Per garantire la massima obiettività e la generalizzabilità dei risultati, gli esperimen-
ti sono condotti utilizzando quattro dataset distinti, rappresentativi di diverse sfaccet-
tature dell’arte digitale e tradizionale: NGAD (National Gallery of Art), WikiArt,
AI-pastiche e AI-artBench.

I risultati di questa ricerca mirano a fornire un contributo significativo alla comunità
scientifica, offrendo una valutazione quantitativa e qualitativa delle prestazioni di
CLIP in ambito artistico, informando futuri sviluppi metodologici per una più efficace
integrazione dei modelli multimodali nella creazione e nell’analisi dell’arte digitale.

1.4 Datasets Utilizzati
Per la conduzione degli esperimenti diagnostici volti a investigare le feature latenti di
CLIP, abbiamo deliberatamente incorporato sia dataset di opere artistiche reali sia colle-
zioni di opere generate artificialmente. Questo approccio metodologico non solo permette
un’analisi più accurata della capacità di codifica di CLIP, ma consente anche di valuta-
re se il modello riesca a percepire e a codificare i difetti visivi (artefatti) intrinseci alla
generazione artificiale di opere d’arte.

1.4.1 National Gallery of Art (NGA)

Il dataset della National Gallery of Art (NGA) è stato costruito utilizzando 2.693
opere disponibili pubblicamente sul sito web della National Gallery of Art di Washing-
ton [5]. Ogni opera è corredata da una ricca dotazione di metadati essenziali, tra cui
l’OID (Object Identifier), il titolo, lo stile, l’autore, una descrizione e un collegamento
all’immagine ad alta risoluzione. Il vantaggio distintivo nell’impiego di un dataset di arte
reale e curata come NGA risiede nella disponibilità di descrizioni accurate e profes-
sionali fornite da critici e storici dell’arte. Tale livello di dettaglio e autorità critica
è fondamentale per valutare la percezione di CLIP anche da una prospettiva estetica e
storico-artistica.

Nonostante la ricchezza dei metadati, un limite metodologico è rappresentato dalla
sua non-bilanciatura per classe (stile o periodo), un fattore che può introdurre bias
non intenzionali nell’addestramento di modelli di classificazione di stile.

1.4.2 AI-Pastiche

Il dataset AI-Pastiche è una collezione di 953 opere generate artificialmente, concepita
per offrire un ambiente ricco e variegato per la valutazione dei modelli di computer vision
nel contesto dell’arte sintetica. Le opere spaziano su oltre 19 stili e sono state generate
in modo eterogeneo utilizzando 12 differenti modelli generativi, partendo da 73 prompts
meticolosamente progettati.
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Ciascuna opera è annotata con il modello generativo, il prompt originale, il soggetto,
lo stile, il periodo storico, ed è corredata da punteggi quantitativi che misurano la presen-
za di difetti, autenticità e aderenza al tema. L’inclusione di questi punteggi sugli
artefatti rappresenta un vantaggio cruciale: si rivelerà infatti essenziale per gli espe-
rimenti sull’aderenza, che mirano a determinare se le rappresentazioni latenti di CLIP
siano in grado di codificare e catturare i difetti visivi intrinseci ai processi generativi.

A causa del vincolo di 77 token , anche i prompts associati a questo dataset sono stati
abbreviati utilizzando la medesima tecnica di riassunto basata su GPT4o-mini applicata
al dataset NGA, garantendo l’uniformità metodologica.

Il valore di AI-Pastiche risiede nella dettagliata progettazione manuale dei
prompts , che garantisce un elevato controllo semantico sulle immagini generate. Ulte-
riore vantaggio è l’ampia varietà dei dati, con diversificazione di modelli, stili e soggetti.
Sebbene i generatori di immagini utilizzati a volte presentino difetti visivi evidenti, ta-
le caratteristica non costituisce un ostacolo, ma è al contrario un elemento diagnostico
centrale della presente ricerca. Nella Figure 1.1 riportiamo un esempio di immagini
generato dallo stesso prompt.

Figura 1.1: Esempi di immagini provenienti dal dataset AI-Pastiche. Tutte le immagini
sono state generate a partire dal seguente prompt:"Generate a view of venice in the
vedutism style of the first half of the XVIII century, focusing on a scene along the Grand
Canal. The composition features detailed classical architecture with grand domes and
facades, and gondolas moving along the canal. Add soft clouds to the sky and ensure
there is little fading in the horizon, providing clear visibility of distant buildings. The
color palette should include very soft blues and warm earth tones, avoiding saturated
colors. The atmosphere remains calm and luminous, with minimal light-and-shadow
effects, capturing the beauty and grandeur of Venice from a broad perspective."
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1.4.3 AI-ArtBench

AI-ArtBench è stato originariamente sviluppato nell’ambito del progetto ArtBrain [6]
da ricercatori della Carnegie Mellon University e dell’UC Berkeley, con l’obiettivo di
fungere da benchmark per la classificazione degli stili e la distinzione tra opere umane
e artificiali. Si tratta di una collezione massiva contenente oltre 185.000 immagini, di-
stribuite su 10 stili. Di queste, 60.000 sono opere create da umani (6.000 immagini per
stile) e 125.015 sono riproduzioni sintetiche generate utilizzando Latent Diffusion e Sta-
ble Diffusion con prompt condizionati. Le immagini umane hanno dimensioni 256× 256,
mentre quelle sintetiche sono disponibili nelle risoluzioni 256 × 256 e 768 × 768.

I punti di forza di questo dataset risiedono in:

1. Robustezza e Bilanciamento: ArtBench [7] è uno dei primi dataset bilancia-
ti per classe nel dominio artistico. Un dataset bilanciato riduce il rischio che i
modelli allenati sviluppino bias evidenti nella classificazione, conferendo maggiore
robustezza al modello addestrato su di esso.

2. Qualità e Annotazione: Le immagini umane possiedono un’alta qualità e sono
corredate da captions chiare e concise che ne descrivono il contenuto. L’intero
dataset è stato sottoposto a un rigoroso processo di selezione e standardizzazione.

3. Espansione del Dominio: L’inclusione di opere artistiche sintetiche arricchisce
il dominio del modello, consentendogli di adattare la sua comprensione anche alle
rappresentazioni artificiali, raggiungendo un livello superiore di generalizzazione.

Tuttavia, AI-ArtBench presenta alcune criticità legate alla generazione delle opere
sintetiche. Gli autori hanno adottato le prime versioni dei modelli Stable Diffusion e
Latent Diffusion, che non erano ancora pienamente perfezionati e che, di conseguenza,
producono spesso difetti evidenti. Inoltre, per la generazione, gli autori hanno utiliz-
zato lo stesso prompt ("an artwork in {style} art style"), variando unicamente i semi
di generazione. Il risultato è una collezione di opere artificiali che tendono a essere
rappresentazioni stereotipiche e ripetitive di un certo stile artistico, con soggetti e
composizioni visivamente troppo simili tra loro. Questa omogeneità non favorisce l’arric-
chimento del dataset in termini di diversità, rendendo il modello più incline all’overfitting.
Sarebbe stato auspicabile l’impiego di prompt più ricchi e diversificati per introdurre una
maggiore variabilità interpretativa e visiva. Alcuni esempi delle immagini contenute in
questo dataset sono illustrati in (Figure 1.2)
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