
Alma Mater Studiorum · Università di
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Abstract

La tesi esplora l’applicazione di metodologie tipiche della Human Acti-
vity Recognition al problema della Crash Detection, impiegando i sensori
integrati nei dispositivi mobili e algoritmi di apprendimento automatico per
classi�care eventi di schianto o frenata. Poich�e non �e stato possibile rac-
cogliere dati reali su incidenti automobilistici, �e stato realizzato un dataset
simulando il comportamento di un’autovettura in un incidente mediante l’u-
so di un carretto. Il lavoro descrive in dettaglio la registrazione dei dati, la
simulazione dell’incidente, il preprocessing dei dati, il calcolo delle features
e le tecniche di bilanciamento adottate. Successivamente sono presentati gli
algoritmi di apprendimento utilizzati e le metriche di valutazione. I risultati
sperimentali dimostrano che i modelli scelti, addestrati sul nostro dataset,
riescono e�cacemente a classi�care il tipo di evento; i migliori risultati sono
stati ottenuti usando modelli basati su ensemble learning, con F1 score su
Anomaly Detection di circa 98%, e con F1 score su Anomaly Classi�cation
di circa 95%.
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Capitolo 1

Introduzione

L'avanzamento tecnologico degli ultimi anni ha visto una proliferazione
di sensori sempre pi�u so�sticati e accessibili, come accelerometri e giroscopi,
integrati in dispositivi mobili di uso quotidiano, in particolare negli smart-
phone. Questa onnipresenza apre nuovi scenari nel campo della sicurezza
automobilistica. La natura pervasiva di tali dispositivi, che ormai accom-
pagnano la vita di quasi ogni individuo, suggerisce la possibilit�a di sfruttar-
li come strumenti di monitoraggio e identi�cazione di anomalie durante la
guida.

In questa tesi si propone di esplorare la possibilit�a di applicare approcci
usati nel campo dellaHuman Activity Recognition, per problemi nel cam-
po della Crash Detection. Usando i sensori integrati nei dispositivi mobili
insieme ad algoritmi di apprendimento automatico, andremo a vedere se �e
possibile classi�care e�cacemente eventi di schianto o frenata.

Dato che per ragioni ovvie �e stato impossibile raccogliere dati su schian-
ti in automobile, su�cienti per un'analisi rigorosa, si �e pensato di creare un
dataset utilizzando un carretto per simulare il comportamento di un'autovet-
tura nel momento di un incidente. L'obiettivo �e capire se questo approccio
per la creazione del dataset pu�o essere usato per l'addestramento di modelli
nella classi�cazione di eventi anomali alla guida.

Nel secondo capitolo, dal titoloStato dell'arte, viene discusso l'avanza-
mento scienti�co nei campi di ricerca a cui ci siamo ispirati per questa tesi.
I campi pi�u importanti includono Human Activity Recognition, Crash Detec-
tion ed Event Detection. Pi�u speci�catamente vengono descritte tecnologie
note su: sensori triassiali; tecniche di bilanciamento dei dataset; tecniche di
Feature Engineering e algoritmi di apprendimento supervisionato adatti nel
contesto di ricerca; per quest'ultimo punto �e stato molto rilevante il lavoro
svolto da Fern�andez Delgado in [9] per la scelta dei modelli da utilizzare.
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2 1. Introduzione

Nel terzo capitolo, dal titolo Flusso operativo, una volta de�nito l'obiettivo,
viene discusso l'approccio proposto spiegando nel dettaglio il procedimento
adottato per registrare i dati in modo e�cace con un dispositivo mobile;
successivamente, vengono descritte la strategia per simulare un incidente in
auto, le metodologie adottate per il preprocessing e il calcolo delle featu-
res. In�ne, sono descritte le tecniche scelte per il bilanciamento del dataset,
ispirate dal lavoro di Ramyachitra in [23]; e gli algoritmi di apprendimento
automatico insieme alle metriche di valutazione selezionate. Nel quarto ca-
pitolo viene spiegato nel dettaglio come sono state implementate le tecniche
descritte nel 
usso operativo, andando nel dettaglio delle tecnologie utilizzate
e dell'applicazione sviluppata.

Nel quinto ed ultimo capitolo sono presentati i risultati degli esperimenti
svolti, con un'analisi su diversi aspetti del dataset e dei modelli utilizzati.�E
stata fatta un'analisi iniziale sulla segmentazione del dataset per il calcolo
delle features; successivamente, �e stata fatta una ricerca degli iperparametri
sui modelli che ci ha mostrato come il Random Forest ottenga i risultati mi-
gliori su tutte le metriche di valutazione. In�ne viene analizzato l'impatto
del bilanciamento del dataset sulla capacit�a dei modelli di apprendere la clas-
si�cazione. Le sperimentazioni fatte hanno dimostrato che i modelli scelti,
addestrati sul nostro dataset, riescono e�cacemente a classi�care il tipo di
evento; i migliori risultati sono stati ottenuti usando modelli basati su en-
semble learning, con F1 score su Anomaly Detection di circa 98%, e con F1
score su Anomaly Classi�cation di circa 95%.



Capitolo 2

Stato dell'arte

In questo capitolo si esamina lo stato dell'arte relativo agli ambiti di ricer-
ca strettamente connessi al nostro studio. Verranno analizzate le principali
linee di indagine e i contributi scienti�ci che hanno segnato l'evoluzione dei
metodi e delle tecnologie adottate nel settore. Tale analisi ci consentir�a di de-
�nire in maniera critica le basi teoriche e pratiche su cui si fonda l'approccio
adottato.

2.1 Human Activity Recognition

Human Activity Recognition (HAR) �e un problema ampiamente studia-
to; secondo [26], il feedback pi�u vitale ed essenziale necessario per sviluppare
applicazioni IoT (Internet of Things) intelligenti, �e il risultato del proces-
so di percezione dei comportamenti umani e della loro interazione �sica con
l'ambiente circostante. Per ottenere un feedback accurato e utile sui compor-
tamenti e sulle interazioni umane, �e necessario integrare i fattori di inferenza
e rilevamento utilizzando il campo di ricerca del riconoscimento dell'attivit�a
umana (HAR). Questo interesse deriva dalla necessit�a di ottenere dati conte-
stualizzati, che a loro volta sono impiegati per fornire un supporto personale
agli utenti su un'ampia variet�a di set di applicazioni, come applicazioni di
sicurezza, mediche, militari e di stile di vita [14]. Prenderemo ispirazione da
questo ambito di ricerca applicandolo a quello della Crash detection.
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4 2. Stato dell'arte

2.2 Crash Detection

L'ambito di ricerca del Crash detection mediante l'utilizzo del sensore
di accelerazione rappresenta un tema di notevole rilevanza in vari contesti
applicativi, quali la sicurezza stradale, i sistemi di guida assistita e le soluzioni
IoT per la smart mobility. L'obiettivo principale di questa linea di ricerca
�e rilevare automaticamente la presenza di impatti, riducendo cos�� i tempi di
reazione dei soccorsi e limitando la necessit�a di intervento manuale da parte
degli utenti.

Gli studi condotti da Rani [24] e Ayyorgun [3] evidenziano che l'approc-
cio pi�u di�uso per il crash detection prevede l'impiego di hardware dedicato,
come il sensore LSM9DS1 9-axis IMU, integrato con microcontrollori quali
Raspberry Pi. In particolare, la con�gurazione proposta da Rani [24] pre-
vede l'installazione di un sensore in grado di monitorare in tempo reale le
accelerazioni lungo i tre assi. Quando il sensore registra uno scostamento
superiore a una soglia prestabilita, viene attivata una procedura di allarme,
evidenziando l'e�cacia di un approccio IoT per il rilevamento immediato
degli incidenti. Parallelamente, Ayyorgun [3] dimostra come anche una rete
neurale di dimensioni contenute possa essere impiegata con successo per il
rilevamento degli impatti.

�E importante sottolineare che i sensori MEMS utilizzati in queste con-
�gurazioni rappresentano la stessa tipologia di dispositivi impiegati negli
smartphone moderni. Considerando che i dispositivi mobili odierni dispon-
gono di una notevole potenza computazionale e di sensori integrati capaci di
rilevare in modo accurato le variazioni di accelerazione, si apre la prospettiva
di sfruttare tali apparecchiature per applicazioni di crash detection e, pi�u
in generale, per sistemi di monitoraggio degli eventi. Questa convergenza
tra tecnologia dedicata e dispositivi di largo consumo rende particolarmente
interessante l'indagine sull'applicabilit�a degli smartphone in questo contesto.

2.3 Event Detection

L'argomento che esamineremo pu�o essere inquadrato anche come un pro-
blema di Event Detection (ED). secondo Margineantu e Wong [20], event
detection viene de�nito come il processo di monitoraggio (di dati regolarmen-
te raccolti) �nalizzato a individuare automaticamente eventi \interessanti",
evitando l'analisi manuale da parte di esperti. In altre parole, �e l'attivit�a di
sorvegliare e analizzare una variet�a di dati (numerici, immagini, video, au-
dio, testuali, ecc.) per rilevare automaticamente situazioni o fenomeni degni
di nota. Gli algoritmi di apprendimento automatico, combinati con appro-
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priate tecniche di feature engineering e strategie di data augmentation (ad
esempio, l'oversampling), rappresentano alcuni tra gli approcci pi�u solidi per
a�rontare problemi di event detection [19, 1].

2.4 Sensori

I sensori svolgono un ruolo fondamentale nel rilevamento di eventi e nel
riconoscimento delle attivit�a umane. I sensori sono il primo elemento del
sistema per la raccolta di dati. Diversi sensori possono essere usati per il ri-
levamento di eventi, come accelerometro, giroscopio, magnetometro, videoca-
mere, microfoni. Gli accelerometri sono dispositivi elettromeccanici in grado
di misurare sia le forze di accelerazione statiche che dinamiche. Le forze sta-
tiche de�niscono la gravit�a, mentre le forze dinamiche misurano il movimento
e le vibrazioni. Gli accelerometri triassiali ottengono tutte le vibrazioni di
una struttura prendendo simultaneamente misurazioni in tre direzioni orto-
gonali. L'accelerometro triassiale �e uno dei sensori pi�u importanti all'interno
dei dispositivi mobili moderni per la HAR.

Secondo [16], un accelerometro pu�o rilevare le misurazioni dell'attivit�a
per catturare so�sticati movimenti dell'utente come inclinazione, oscillazione
o rotazione. L'accelerometro verr�a a�ancato ad altri due sensori: giroscopio
e magnetometro. Questi ci possono dare una stima accurata della posizione
del dispositivo mobile [17, 4].

2.5 Dataset

Nel contesto della ricerca sul rilevamento e sulla classi�cazione degli even-
ti, in particolare mediante l'impiego di algoritmi di apprendimento automa-
tico supervisionato e non supervisionato, emerge una problematica rilevante
legata alla presenza di dataset sbilanciati. Molto spesso, infatti, la distribu-
zione delle classi risulta fortemente asimmetrica, con un numero signi�cati-
vamente inferiore di istanze appartenenti ad alcune classi rispetto ad altre.
Come evidenziato in [23], la principale di�colt�a associata a questo problema
consiste nel fatto che le classi meno rappresentate spesso rivestono un ruolo
cruciale nelle applicazioni pratiche, mentre i classi�catori standard tendono a
essere in
uenzati dalla classe predominante, trascurando le classi minoritarie.

Per mitigare gli e�etti dello sbilanciamento nei dataset, sono state pro-
poste diverse strategie; quelle pi�u rilevanti per il presente studio sono le
seguenti:
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Approcci basati sulla manipolazione dei dati

Questi metodi operano nella fase di pre-elaborazione dei dati con l'obietti-
vo di riequilibrare la distribuzione delle classi, migliorando cos�� le prestazioni
del modello. I metodi sono:

Sovracampionamento (Oversampling); Tecniche comeSMOTE (Synthetic
Minority Over-sampling Technique) e ADASYN (Adaptive Synthetic Sam-
pling Approach) consentono di generare nuove istanze sintetiche della classe
minoritaria, contribuendo a ridurre il divario numerico tra le classi.

Sottocampionamento (Undersampling); Questa tecnica riduce il numero
di istanze della classe maggioritaria al �ne di mitigare la tendenza del modello
a favorire le classi pi�u numerose.

Approcci basati sulla modi�ca degli algoritmi di apprendimento

Questi metodi agiscono direttamente sugli algoritmi di apprendimento per
migliorarne la capacit�a di classi�care correttamente le istanze appartenenti
alla classe minoritaria. I metodi sono:

Support Vector Machine (SVM), introduce pesi di�erenziati per le classi
al �ne di contrastare l'e�etto dello sbilanciamento e migliorare la capacit�a di
generalizzazione del modello.

K-Nearest Neighbors (KNN), implementa strategie di ponderazione che
riducono l'in
uenza della classe maggioritaria, favorendo una classi�cazione
pi�u equa delle classi minoritarie.

Random Forest, adotta strategie di campionamento con sostituzione per
garantire una distribuzione pi�u equilibrata dei dati durante il processo di
apprendimento.

Queste strategie sono essenziali per a�rontare il problema dello sbilancia-
mento, permettono di aumentare l'a�dabilit�a e la robustezza delle previsioni.

2.6 Feature Engineering

Una feature �e de�nita come ogni valore che pu�o essere calcolato da dati
grezzi con l'obiettivo di modellare il problema per l'algoritmo di ML. Distin-
guere i dati grezzi dalle feature rende esplicita la decisione di modellazione
che riguarda la scelta e l'assemblaggio dei set di feature. Se i dati grezzi
sono in formato tabellare, ogni riga pu�o rappresentare un'istanza e potrebbe
risultare naturale considerare ogni colonna come una feature. Tuttavia, deci-
dere quali colonne siano e�ettivamente feature e quale tipo di preprocessing
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(incluso il clustering, ecc.) debba essere applicato per ricavarle �e un compito
strettamente legato al problema che si vuole risolvere.

Quando si a�ronta un problema di apprendimento automatico (ML), le
classi target e le istanze sono di solito de�nite in anticipo come parte della
formulazione del problema. Esse rientrano in ci�o che solitamente vengono de-
�niti come dati grezzi (a volte riferiti anche come variabili o attributi). Tali
dati grezzi sono normalmente il risultato di un'attivit�a di raccolta dati, tal-
volta attraverso appositi \data collection hooks" in un sistema in produzione,
e le classi target possono essere ricavate dal sistema stesso oppure tramite
annotazione umana. Le feature in s�e non sono cos�� nettamente de�nite: per
passare dai dati grezzi alle feature �e necessario estrarle attraverso un proces-
so di featurizzazione all'interno di una data pipeline. Questo processo va di
pari passo con la pulizia e il potenziamento dei dati. La distinzione tra dati
grezzi e features �e chiave e ci apre la strada per de�nire come e�ettuare una
Ingegnerizzazione delle features (FE).

Feature engineering �e il processo di rappresentare un dominio di problema
in modo da renderlo adatto alle tecniche di apprendimento. Questo proces-
so include la scoperta iniziale delle feature e il loro miglioramento graduale
basato sulle conoscenze di dominio e sulle prestazioni osservate di un de-
terminato algoritmo di apprendimento automatico su dati di addestramento
speci�ci [8].

2.7 Algoritmi di apprendimento

Esistono due tipi di algoritmi di apprendimento automatico per l'elabora-
zione e l'analisi dei dati HAR ampiamente noti: algoritmi di apprendimento
automatico supervisionati e non supervisionati. Nell'apprendimento supervi-
sionato, �e necessario sostenere l'algoritmo utilizzato con conoscenze pregresse
ed etichettare manualmente i dati. Per raggiungere questo obiettivo, i set di
dati di training, che sono fondamentalmente i dati standard, devono essere
creati e immessi nell'algoritmo utilizzato. In questo caso, l'algoritmo verr�a
addestrato per applicare i passaggi di elaborazione richiesti sui dati ricevuti
dagli utenti, comunemente chiamati dati di test. D'altra parte, l'apprendi-
mento non supervisionato non necessita di una conoscenza pregressa. Quindi,
l'algoritmo non supervisionato �e costruito per risolvere problemi complessi
riconoscendo determinati modelli senza interferenza umana. Ci sono due
fattori principali per scegliere quale tipo di algoritmi di apprendimento auto-
matico sia adatto alla propria ricerca: il volume e la struttura dei tuoi dati.
Poich�e il volume di dati non �e enorme e il livello di complessit�a non �e ele-



8 2. Stato dell'arte

vato, in questo lavoro andremo a testare diversi algoritmi di apprendimento
supervisionato per valutarne le prestazioni e l'accuratezza [27].

Il primo modello che andremo a testare �e la regressione logistica (LR)
�e un modello statistico ampiamente utilizzato per la classi�cazione binaria
[18], in cui la variabile dipendente assume due possibili valori. In questo
approccio, la probabilit�a che un'osservazione appartenga a una determinata
classe viene modellata attraverso una funzione logistica, comunemente detta
funzione sigmoide, che trasforma una combinazione lineare dei predittori in
un intervallo compreso tra 0 e 1.

Zunash Zaki nel suo studio del 2020 [30], dimostra che LR unito alla
tecnica: Principle Component Analysis, per ridurre la dimensionalit�a delle
features, pu�o ottenere dei buoni risultati nell'ambito della HAR. A di�eren-
za di modelli quali i Decision Trees o le Support Vector Machine (SVM), la
regressione logistica si distingue per la sua solida interpretazione statistica e
per la facilit�a con cui il modello pu�o essere aggiornato per includere nuovi
dati. Rispetto all'analisi discriminante, la regressione logistica o�re il vantag-
gio di richiedere minori assunzioni sui dati: non �e infatti necessario assumere
una distribuzione normale per le variabili indipendenti, n�e �e richiesta una
relazione lineare diretta tra i predittori e la variabile target. Tuttavia, per
ottenere stime stabili ed a�dabili dei parametri, �e spesso necessario dispor-
re di campioni di dimensioni elevate, soprattutto in presenza di numerose
variabili esplicative [18, 6].

Il secondo modello che andremo a testare �e Decision Trees (DT), �e un
modello non parametrico che gestisce e�cacemente le interazioni tra le va-
riabili, riducendo l'impatto dei valori anomali e consentendo la classi�cazione
anche in presenza di dati linearmente inseparabili. Algoritmi noti quali ID3,
C4.5, C5.0 e CART si basano su criteri di suddivisione come il coe�ciente
di Gini e il guadagno di informazioni [25]. I DT sono in grado di gestire
una variet�a di tipi di dati (nominali, numerici, testuali), dati mancanti e
attributi ridondanti; presentano una buona capacit�a di generalizzazione e so-
no robusti al rumore, il tutto con uno sforzo computazionale relativamente
contenuto. Tuttavia, la gestione di dati ad alta dimensionalit�a pu�o risultare
problematica. L'approccio "dividi et impera" funziona bene in presenza di
pochi attributi altamente rilevanti, ma pu�o incontrare di�colt�a se esistono
numerose interazioni complesse, con errori che si propagano lungo l'albero,
un problema che si aggrava con l'aumentare del numero di classi [29, 2].

Inoltre, con la crescita dell'albero, il numero di record nei nodi foglia pu�o
diventare troppo piccolo. Per garantire decisioni statisticamente signi�cative,
fenomeno noto come frammentazione dei dati. Tale problema pu�o essere
mitigato imponendo una soglia minima sul numero di record per ulteriori
suddivisioni. In�ne, senza un'adeguata potatura, i DT sono soggetti a sovra-
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adattamento, motivo per cui �e stata proposta l'adozione di modelli ensemble,
come la Random Forest.

Random Forest (RF) �e un ensemble di classi�catori composto da alberi de-
cisionali [18] che vengono generati utilizzando due diverse fonti di randomiz-
zazione. Uno dei metodi di machine learning di maggior successo(Breiman
[5]).

Basandosi sulla legge dei grandi numeri, si pu�o dimostrare che l'errore di
generalizzazione delle random forests converge a un limite man mano che il
numero di alberi nella foresta aumenta [5]. L'implicazione di tale dimostra-
zione �e che la dimensione dell'ensemble non rappresenta un iperparametro che
necessiti di essere ottimizzato, poich�e l'accuratezza di generalizzazione della
random forest non peggiora in media al crescere del numero di classi�catori
inclusi. Pi�u numerosi sono gli alberi nella foresta, maggiore �e la probabilit�a
che l'ensemble converga al suo errore asintotico. In e�etti, uno dei principali
vantaggi della random forest risiede nel fatto che �e quasi priva di iperpara-
metri, o quantomeno che l'impostazione prede�nita degli iperparametri o�ra
prestazioni notevoli [9]. Nurwulan, nella sua ricerca [21], evidenzia come
Random Forest (RF) rappresenti frequentemente la scelta pi�u appropriata
per i problemi di Human Activity Recognition (HAR), considerando sia il
compromesso tra costo computazionale e prestazioni del modello, sia la sua
capacit�a di generalizzazione.

In particolare, lo studio dimostra che Random Forest o�re un equilibrio
ottimale tra accuratezza, interpretabilit�a e tempo di addestramento, renden-
dolo una soluzione competitiva rispetto ad altri algoritmi di apprendimento
automatico. Inoltre, la sua robustezza rispetto ai dati rumorosi e la capacit�a
di gestire feature non lineari lo rendono particolarmente e�cace nell'ambito
dell'HAR, dove la qualit�a dei dati sensoriali pu�o variare signi�cativamente.

L'ultimo algoritmo che andremo a testare �e Gradient Boosting (GB), un
algoritmo di boosting per la regressione [12]. Gli algoritmi di boosting com-
binano weak learners, ovvero learners leggermente migliori di quelli random,
in un learner forte in modo iterativo [11]. S.Rahman nella sua ricerca [22]
mostra come gli algoritmi di boosting possano essere applicati al problema
delle HAR, ottenendo risultati competitivi. Questo algoritmo pu�o so�rire di
over�tting se il processo iterativo non �e correttamente regolato [12]. Contra-
riamente a Random Forest, i valori prede�niti per questi iperparametri nel
GB vengono impostati per limitarne il potere espressivo; ad esempio, la pro-
fondit�a �e generalmente limitata a � 3� 5. Un'altra famiglia di iperparametri
presenti in diverse versioni di GB, riguarda la randomizzazione dei learner
di base, il che pu�o migliorare ulteriormente la capacit�a di generalizzazione
dell'ensemble [13], come il sottocampionamento casuale senza sostituzione.
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Capitolo 3

Flusso operativo

In questa sezione, viene presentato l'approccio proposto per il �ne ultimo
descritto sotto. L'approccio include le seguenti fasi: creazione di un'applica-
zione ad hoc per dispositivi mobili; raccolta dei dati con l'utilizzo del dispo-
sitivo mobile, del carretto e di un ostacolo per l'impatto; l'elaborazione del
dataset; tecniche di estrazione delle caratteristiche (features); addestramento
di diversi modelli e valutazione dei risultati.

3.1 Obiettivo

L'obiettivo della presente tesi consiste nella creazione di un dataset �-
nalizzato al riconoscimento degli impatti su veicoli in movimento. Poich�e
la sperimentazione diretta su veicoli reali risulta impraticabile, si �e scelto
di adottare un carrello, seguendo l'ipotesi che la rilevazione di eventi su un
oggetto soggetto a impatti di entit�a inferiore possa essere traslata al conte-
sto di un veicolo reale. Con il dataset realizzato �e stata condotta un'analisi
preliminare atta a veri�care la correttezza delle ipotesi formulate.�E impor-
tante precisare che questo studio rappresenta una fase iniziale e che, in futuri
sviluppi, si intende approfondire l'applicazione dei risultati al caso dei veicoli
reali.

3.2 Creazione dell'applicazione

In primo luogo, �e stata sviluppata un'applicazione Android per la rac-
colta delle misurazioni. L'app consente di acquisire i dati da tre sensori:

11
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Figura 3.1: Pipeline proposta

accelerometro, giroscopio e magnetometro triassiali, per un totale di 9 valori
grezzi.

Per garantire una maggiore precisione nella fase di etichettatura dei da-
ti, l'applicazione implementa un protocollo di comunicazione Bluetooth che
consente la connessione tra due dispositivi. Questo approccio o�re due van-
taggi signi�cativi: il primo �e che abbiamo una riduzione delle interferenze sui
dati sensoristici; poich�e l'etichettatura degli impatti viene e�ettuata da un
dispositivo remoto, si evita la contaminazione dei dati dovuta al contatto di-
retto con il touchscreen del dispositivo che esegue la registrazione. Il secondo
vantaggio �e una migliore precisione nella marcatura temporale degli impatti:
dato che il dispositivo di raccolta dati �e in movimento, la connessione remota
consente di registrare con maggiore accuratezza l'istante esatto dell'impatto,
senza ritardi dovuti all'interazione manuale.

Questa soluzione migliora l'a�dabilit�a del dataset, garantendo dati pi�u
puliti e una sincronizzazione pi�u accurata tra le misurazioni sensoristiche e
gli eventi di impatto o frenata.

3.3 Creazione dei dataset

In uno scenario reale, in cui si veri�ca un impatto tra il veicolo del sog-
getto e un altro oggetto, il telefono potrebbe trovarsi in diverse posizioni,
ad esempio �ssato al cruscotto tramite un supporto, nella tasca o alloggiato
nel porta bicchieri. Durante la raccolta dei dati, abbiamo considerato al-
cune di queste possibilit�a, simulando diversi scenari. Progetteremo questo
esperimento per emulare il comportamento di un'autovettura.
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Figura 3.2: Supporto per telefono con ventosa montato sul carrello

Raccolta dei dati

Per raccogliere i dati dei sensori, oltre all'applicazione sopra descritta,
�e stato usato un carrello in acciaio con quattro ruote. Sul carrello sono
stati montati tre supporti diversi per il dispositivo; il primo �e un supporto in
plastica con ventosa (�g. 3.2), scelto perch�e spesso viene utilizzato per tenere
il telefono in macchina; il secondo �e una scatola in cartone per simulare un
portaoggetti; il terzo �e un pantalone in cotone con all'interno imbottitura, per
simulare, durante un impatto, l'ammortizzazione che il telefono pu�o subire
stando in una tasca.

La rampa per il carrello �e una super�cie piana lunga circa 10 metri che
termina su un palo in cemento armato coperto con assi in legno, per evitare di
rovinare la struttura e il carrello. I primi cinque metri della rampa verranno
usati per accelerare il veicolo; solo dopo, quando viene raggiunta la velocit�a, si
avvia la registrazione dei sensori, che termina dopo pochi secondi dall'impatto
o dalla frenata.

Per avere una maggiore varianza nei dati, l'esperimento �e stato registrato
su diversi angoli d'impatto, con il telefono in diversi orientamenti e con una
velocit�a che variava dai 12km=h ai 16km=h. Ogni registrazione contiene
quindi dati raccolti durante un andamento regolare e dati raccolti durante
una fase di impatto o frenata.

Per le registrazioni relative allo schianto, il carrello viene spinto sulla
rampa per i primi cinque metri e lasciato andare per i successivi cinque; nel
momento in cui avviene l'impatto contro il pannello in legno, l'istante viene
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(a) Scatola in cartone montata sul car-

rello per la simulazione su un porta

oggetti

(b) Pantalone il sto�a, riempito con

imbottitura per simulare il comporta-

mento di una tasca di pantalone

Figura 3.3

segnato manualmente utilizzando il dispositivo collegato da remoto. Per le
registrazioni relative alla frenata, il carrello �e stato �ssato tramite una cor-
da, in materiale sintetico, ad un attacco posizionato dalla parte opposta alla
direzione di lancio. La lunghezza della corda �e di quindici metri circa, ed �e
stata calcolata in modo tale che, in uno stato di distensione senza tensione,
il carrello si appoggi alla linea dei dieci metri. L'allungamento della corda
�e di circa il 7% della lunghezza, perci�o lo spazio totale di frenata �e di un
metro. Come nel test precedentemente descritto, dopo i primi cinque metri
di accelerazione viene avviata la registrazione; raggiunta la linea di 10 me-
tri viene segnato l'istante temporale, e la registrazione termina quando la
corda raggiunge la massima estensione e il carrello si ferma prima di essere
spinto indietro. Le registrazioni vengono successivamente scritte in forma-
to csv dall'applicazione, catalogate e caricate su un server locale per le fasi
successive.

Le registrazioni relative alla frenata sono state e�ettuate anche con un'au-
tovettura, montando prima il supporto con la ventosa, successivamente po-
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Figura 3.4: Schema per le registrazioni relative alla frenata

sizionandolo all'interno del portaoggetti, ed in�ne nella tasca dei pantaloni.
La velocit�a mantenuta durante questo esperimento �e stata ridotta rispetto
al carrello per ragioni di sicurezza. A di�erenza dell'esperimento precedente,
dove la velocit�a �e stata calcolata, qui viene impostata direttamente usando
la vettura.

Per ogni combinazione tra veicoli, supporti e fermate, ad eccezione, ov-
viamente, di schianti con autovettura, sono state e�ettuate 50 registrazioni,
per un totale complessivo di 450.

Preprocessing

Dopo aver raccolto tutte le registrazioni sul server locale, �e stata fatta una
pulitura delle etichette errate, i �le csv sono stati organizzati secondo la loro
catalogazione e successivamente aggregati in sottocartelle per creare un unico
dataset. Questo dataset �e stato sottoposto a diverse tecniche di segmenta-
zione per il calcolo delle features. Per valutare l'impatto della segmentazione
temporale sulle prestazioni dei modelli abbiamo creato dataset derivati uti-
lizzando diverse �nestre temporali. Le �nestre temporali sono state scelte
linearmente tra 100 e 500 millisecondi, �e stata fatta una segmentazione con
�nestre non sovrapposte. Per le �nestre di 500 millisecondi, �e stata usata
anche una diversa tecnica di segmentazione con �nestre sovrapposte, in que-
sto modo abbiamo creato sei dataset derivati. Faremo riferimento al dataset
derivato con �nestre di 500 millisecondi non sovrapposte comedataset E1,
mentre il dataset derivato con �nestre sovrapposte di 500 millisecondi sar�a
dataset E2.

Come proposto da David Jardim [15], data una sequenza di eventi con-
tinui �e possibile dividere le sequenze in ci�o che possiamo chiamare segmenti
temporali o �nestre di tempo. Una �nestra temporale �e un sottoinsieme di
una sequenza che corrisponde a una classe speci�ca. Le nostre �nestre tem-
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porali possono corrispondere a 3 diverse classi. La segmentazione del dataset
�e stata fatta creando �nestre temporali che appartenessero interamente a una
delle classi.

Prima del calcolo delle feature, �e stata determinata la magnitudo dei
tre sensori, portando il numero totale di variabili iniziali da nove a dodi-
ci per ciascun segmento. Le caratteristiche verranno calcolate sulle dodici
colonne corrispondenti ai dati di ogni segmento, le features scelte sono: mi-
nimo, massimo, media, mediana, primo e terzo quartile, energia e deviazione
standard.

A questo punto ogni segmento che era composto da dodici colonne, oltre
ai metadati, �e stato trasformato in un tipo di dato complesso con pi�u di
cento features che rappresentano un istante appartenente a una delle classi.
Questi dati possono anche essere interpretati come punti in uno spazio n-
dimensionale, dove n �e il numero delle features e le coordinate corrispondono
ai valori delle features stesse.

Bilanciamento

Dato che i dataset derivati sono sbilanciati verso la classe negativa, �e
necessario applicare tecniche di bilanciamento per evitare che i modelli ab-
biano un Bias verso la classe maggioritaria. Per questo, �e stata adottata una
strategia combinata che impiega SMOTE (Synthetic Minority Over-sampling
Technique) per la creazione di dati sintetici in sinergia con Tomek Links che
permette di ripulire il dataset dai dati pi�u rumorosi. Nei risultati speri-
mentali, l'e�cacia di questa tecnica di bilanciamento verr�a confrontata con
due approcci alternativi: un metodo basato sull'undersampling della classe
maggioritaria e l'analisi del dataset nella sua forma originaria, ovvero non
bilanciato.

SMOTE, introdotto da Nitesh Chawla et al. [7], �e una tecnica di oversam-
pling che genera nuovi esempi sintetici per la classe minoritaria. Il metodo
opera selezionando campioni vicini nello spazio delle feature, tracciando una
linea tra di essi e generando un nuovo punto lungo questo segmento. Tale
procedura consente di creare un numero arbitrario di esempi sintetici del-
la classe minoritaria, migliorando cos�� l'equilibrio del dataset. L'e�cacia di
SMOTE risiede nel fatto che i nuovi campioni sintetici risultano plausibili, in
quanto vengono generati in prossimit�a di esempi esistenti della classe mino-
ritaria, preservando cos�� la distribuzione originale dei dati senza introdurre
duplicazioni dirette.

Ivan Tomek nel suo articolo del 1976 [28]. Propose una modi�ca alle pro-
cedure CNN, una regola che individua coppie di esempi, uno per ciascuna
classe, che insieme hanno la minima distanza euclidea l'uno dall'altro nello
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spazio delle caratteristiche. Questo signi�ca che in un problema di classi�ca-
zione binaria, una coppia sarebbe composta da un esempio per ciascuna classe
e questi sarebbero i vicini pi�u prossimi nell'intero dataset. Queste coppie tra
classi di�erenti sono ora generalmente indicate come \Tomek Links" e sono
importanti perch�e de�niscono il con�ne tra le classi. Applicheremo questo
metodo, dopo aver ribilanciato il dataset, per pulirlo dai dati pi�u rumorosi e
distinguere meglio le classi.

3.4 Algoritmi di apprendimento automatico

Per la valutazione del nostro dataset sono stati selezionati algoritmi di
apprendimento automatico provenienti dalle quattro principali famiglie di
classi�catori impiegati nei problemi di Human Activity Recognition e Event
Detection.

Il primo classi�catore adottato �e la regressione logistica, appartenente alla
famiglia dei modelli lineari generalizzati (Generalized Linear Models, GLM),
scelta motivata dalla sua capacit�a di modellare relazioni lineari tra le varia-
bili e dalla sua interpretabilit�a. Il secondo classi�catore utilizzato �e l'albero
decisionale (Decision Tree), un modello non parametrico che consente di rap-
presentare in modo intuitivo le decisioni. Il terzo classi�catore selezionato �e
la Random Forest, un metodo ensemble basato sul bagging, ritenuto spesso la
soluzione ottimale sia per il rapporto tra costo computazionale e prestazioni,
sia per la sua elevata capacit�a di generalizzazione. In�ne, �e stato impiegato
un classi�catore basato sul gradient boosting, un'altra tecnica ensemble ap-
partenente alla categoria del boosting, ampiamente utilizzata con successo
in problemi analoghi al nostro.

3.5 Metriche di valutazione

De�niamo le metriche impiegate per la valutazione delle prestazioni dei
modelli di classi�cazione, espresse in termini di vero positivo (TP), vero
negativo (TN), falso positivo (FP) e falso negativo (FN).

Accuracy =
TP + TN

TP + TN + FP + FN

Precision =
TP

TP + FP

Recall =
TP

TP + FN
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F 1 Score =
2 � Precision� Recall

Precision + Recall
Queste metriche sono state selezionate in quanto o�rono una prospetti-

va completa sulla capacit�a dei modelli di prevedere correttamente le classi,
permettendo di analizzare sia la precisione che la sensibilit�a delle previsio-
ni. Per una valutazione rigorosa delle prestazioni �e stato usato Strati�ed
K-Fold Cross Validation con cinque fold, applicando una randomizzazione
degli elementi e �ssando il random state a 14.

3.6 Test sui dataset

La sperimentazione �e stata articolata in pi�u fasi, con l'obiettivo di valutare
di�erenti aspetti dei dataset derivati e dei modelli di classi�cazione adottati.

In una prima fase �e stata esaminata la segmentazione temporale ottima-
le, compresa tra 100 e 500 millisecondi, al �ne di individuare l'intervallo che
garantisse, in media, le migliori prestazioni sui modelli. Per questa analisi
�e stata utilizzata la metrica F1 score, in quanto essa rappresenta la media
tra precision e recall, risultando pertanto pi�u indicativa dell'e�cacia predit-
tiva in presenza di dataset sbilanciati rispetto all'accuratezza. I risultati, che
verranno approfonditi nel capitolo dedicato, hanno evidenziato che il dataset
ottenuto mediante una segmentazione di 500 millisecondi o�re prestazioni
superiori; segmentazioni con intervalli superiori a 500 millisecondi non deter-
minano incrementi signi�cativi e, al contempo, riducono eccessivamente la
dimensione del dataset, compromettendone l'e�cacia nell'analisi.

Nella fase successiva, per ciascuno dei quattro modelli selezionati, �e stata
e�ettuata un'ottimizzazione degli iperparametri mediante Bayesian Optimi-
zation insieme a Strati�ed K-Fold Cross Validation, applicata al dataset da
500 millisecondi opportunamente ribilanciato mediante SMOTE e Tomek
Links. Tale procedura ha permesso di individuare quale modello o�risse le
migliori performance, sia nel contesto di anomaly detection, in cui si distin-
gue tra andamento regolare e anomalo, sia in quello di anomaly classi�cation,
in cui l'andamento anomalo viene ulteriormente di�erenziato in \schianto" e
\frenata".

In�ne, in una terza fase della sperimentazione, �e stato valutato l'impatto
del bilanciamento del dataset sulle prestazioni, adottando il Random Forest
come modello di riferimento. La scelta di questo modello �e motivata dal basso
sforzo richiesto per la ricerca degli iperparametri e dall'assenza della necessit�a
di una rigorosa normalizzazione o scaling delle feature, a di�erenza di metodi
lineari o reti neurali. Generalmente, il Random Forest viene impiegato come
baseline per veri�care se le modi�che apportate al dataset producano bene�ci
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reali. I risultati ottenuti, attraverso l'utilizzo della Strati�ed K-Fold Cross
Validation, sono stati confrontati sulle metriche sopra descritte. I dataset
analizzati, indicati comeE1 ed E2, sono stati valutati sia nella loro versione
sbilanciata che in quella bilanciata.
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Capitolo 4

Implementazione

In questo capitolo si analizza l'implementazione delle diverse fasi descritte
nel 
usso operativo. In particolare, verranno illustrati in dettaglio lo svilup-
po dell'applicazione Android, il processo di creazione ed elaborazione del
dataset, il calcolo delle feature, il bilanciamento dei nuovi dataset generati e
l'implementazione dei test. Per questo sono state adottate tecnologie mobile
avanzate, tecniche di ottimizzazione e strumenti per l'analisi dei dati.

4.1 Applicazione Android

Per la costruzione del dataset �e stata sviluppata un'applicazione Android
dedicata, progettata per la raccolta simultanea dei dati provenienti dai senso-
ri. L'applicazione [10] e�ettua campionamenti a una frequenza di 50 Hz (ossia
una lettura ogni 20 millisecondi), registrando le misure simultaneamente con
il relativo timestamp e l'indicatore di impatto.

L'applicazione �e stata sviluppata in Kotlin, il linguaggio di programma-
zione nativamente supportato da Android. L'impiego di Kotlin ha permesso
di sfruttare pienamente le funzionalit�a della piattaforma, l'integrazione con
Android Studio e l'accesso alle API moderne hanno facilitato l'implemen-
tazione di pattern di programmazione asincrona e reattiva, migliorando la
gestione degli eventi e ottimizzando le prestazioni dell'applicazione.

Dal punto di vista hardware, il sistema sfrutta i sensori presenti su dispo-
sitivi di ogni fascia, in particolare quelli basati sulla tecnologia Micro-Electro-
Mechanical Systems (MEMS). Questi sensori, che integrano strutture mec-
caniche in microchip, sono caratterizzati da un basso consumo energetico e
da prestazioni elevate, garantendo una rilevazione accurata dei movimenti.
Il fatto che siano ormai standard in tutti i dispositivi mobili moderni li rende
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