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Abstract

L'Intelligenza Arti ciale negli ultimi anni sta plasmando il futuro dell'u-
manita in quasi tutti i settori. E gia il motore principale di diverse tecnologie
emergenti come i big data, la robotica e I'loT e continuera ad agire come
innovatore tecnologico nel futuro prossimo. Le recenti scoperte e migliorie sia
nel campo dell’hardware che in quello matematico hanno migliorato I'e cienza
e ridotto i tempi di esecuzione dei software. E in questo contesto che sta evol-
vendo anche il Natural Language Processing (NLP), un ramo dell'intelligenza
Arti ciale che studia il modo in cui fornire ai computer l'abilita di comprendere
un testo scritto o parlato allo stesso modo in cui lo farebbe un essere umano. Le
ambiguita che distinguono la lingua naturale dalle altre rendono ardui gli studi
in questo settore. Molti dei recenti sviluppi algoritmici su NLP si basano su
tecnologie inventate decenni fa. La ricerca in questo settore & quindi in continua
evoluzione. Questa tesi si pone l'obiettivo di sviluppare la logica di una chatbot
help-desk per un'azienda privata. Lo scopo €, sottoposta una domanda da
parte di un utente, restituire la risposta associata presente in una collezione
domande-risposte. Il problema che questa tesi a ronta & sviluppare un modello
di NLP in grado di comprendere il signi cato semantico delle domande in
input, poiché esse possono essere formulate in molteplici modi, preservando il
contenuto semantico a discapito della sintassi. A causa delle ridotte dimensioni
del dataset italiano proprietario su cui testare il modello chatbot, sono state
eseguite molteplici sperimentazioni su un ulteriore dataset italiano con task
a ne. Attraverso diversi approcci di addestramento, tra cui apprendimento
metrico, sono state raggiunte alte accuratezze sulle piu comuni metriche di
valutazione, confermando le capacita del modello proposto e sviluppato.

Vii
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Capitolo 1

Machine Learning

1.1 Che cos'e il Machine Learning

Non si puo parlare di Machine Learning senza parlare di Arthur Samuel
(1901-1990), informatico americano pioniere dell'Intelligenza Arti ciale che,
oltre ad aver inventato la tecnica dell'hashing e ad aver spinto all'uso dei
transistor nei computer, € accreditato per aver coniato il terminéachine
Learning (apprendimento automatico) con la sua ricerca sul gioco della dama.
Creo il primo programma di dama per il primo computer dell'lBM in commercio:
I'IBM 701. Il suo programma € riconosciuto come il primo programma di auto
apprendimento per computer al mondo 1f. Fu il primo a parlare di Machine
Learning in un saggio considerato una delle pietre miliari dell'Intelligenza
Arti ciale [ 2]. In esso descrive il Machine Learning come il campo di studi
che o re ai computer la possibilita di apprendere senza essere programmati in
modo esplicito.

Se l'Intelligenza Arti ciale e la scienza che studia come una macchina
possa simulare speci che capacita dell'essere umano, il Machine Learning e
una branca dell'lA che insegna a una macchina come imparare. Il risultato di
questo processo € ihodella Un modello di ML € un le che e stato addestrato
a riconoscere dei pattern. Lo si addestra su un insieme di dati,tihining set, e
gli si fornisce un algoritmo per ragionare e imparare da quei dati. Una volta
addestrato il modello, lo si utilizza su dati ed esempi che non ha mai visto
prima per fare predizioni su di essi. Le sue applicazioni al giorno d'oggi sono
innumerevoli.
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1.2 Il Machine Learning oggi

Tradizionalmente gli esseri umani hanno analizzato i dati e i loro cam-
biamenti ricercando all'interno di essi strutture che li aiutassero a capire e
prevedere i loro comportamenti. Al giorno d'oggi, I'esplosione dei dati rende
guesto studio impossibile e sono quindi i sistemi automatizzati ad interpretare
le loro mutazioni.

Il ML circonda la vita di tutti i giorni piu di quanto lo si possa immaginare.
Se é chiaro che dietro il tagging di oggetti e persone nelle immagini ci sia un
modello, non lo & anche per i sistemi di raccomandazione (come su Amazon e
Net ix) o per i motori di ricerca. Ogni volta che un utente utilizza Google, usa
un sistema che si appoggia su diversi modelli di ML, dalla comprensione del
testo della query, all'ordinamento dei risultati in base ai suoi interessi. Altri
campi di applicazione sono:

~ Riconoscimento vocale

" Classi cazione di immagini

" Riconoscimento gestuale

" Rilevamento e prevenzione di frodi

~ Sistemi di raccomandazione

~ Veicoli autonomi, droni, robotica

~ Sistemi di traduzione da una lingua ad un‘altra

E tanti altri esempi negli ambiti di sanita, banche, assicurazioni, meteorolo-
gia, nanza.

Figura 1.1: Esempio di raccomandazione su Net ix
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Figura 1.2: Esempio di riconoscimento di oggetti

Fonte:  https://miro.medium.com/max/1400/1*wUumH_GH2G82WyqZjROalQ.png

1.3 Sistemi di Machine Learning

Tra i diversi tipi di sistemi di Machine Learning distinguibili in base alla
tipologia di dati con cui vengono addestrati ci sono:

" Apprendimento supervisionato
" Apprendimento non supervisionato

" Apprendimento per rinforzo

1.3.1 Apprendimento supervisionato

Nell'apprendimento supervisionato il training set comprende anche gli output
ideali (labelg per ogni istanza. Un tipico task di apprendimento supervisionato
e la classi cazione. Una delle sue piu famose applicazioni € il Itro anti-spam
delle email (gura 1.3). Il modello viene addestrato su un training set di email
gia etichettate conspam o non-spam

1.3.2 Apprendimento non supervisionato

Nell'apprendimento non supervisionato ( gura 1.4), i dati di traning non
sono etichettati. Il sistema cerca di riconoscere autonomamente dei pattern sul
training set. Un esempio di tale apprendimento € la pro lazione degli utenti
di un e-commerce. Il modello pud notare che il 50% dei clienti & di genere
maschile e ama i gatti, mentre il 30% € under-25 e pratica sport. Questo sistema
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di raggruppamento, chiamatoclustering, e utile per incrementare le vendite
attuando speci che strategie di marketing.

1.3.3 Apprendimento per rinforzo

Nell'apprendimento per rinforzo il sistema, chiamat@gente osserva I'am-
biente, seleziona ed esegue delle azioni e in base ad esse ottiene delle ricompense
o delle penalita. Tale approccio e utilizzato nell'implementazione di algorit-

mi di alcuni robot, per esempio durante I'apprendimento di movimenti come
camminare o correre.

Figura 1.3: Classi catore di spam

Fonte:  https://miro.medium.com/max/720/0*qntJ-qbeXfFCh6U7.png

Figura 1.4: Apprendimento non supervisionato

Fonte:  https://miro.medium.com/max/720/0*tamvSigDneDfw2Vr
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1.4 Deep Learning

Nonostante gran parte delle applicazioni di Machine Learning € basata
sull'apprendimento supervisionato, la maggior parte dei dati disponibili non &
etichettata. La fase di etichettatura richiede competenze, tempo e costi non
indi erenti. E in questo contesto che assume importanza il Deep Learning.
Con il Deep Learning i modelli possono apprendere anche da dati grezzi come
testi o immagini e determinare automaticamente l'insieme di caratteristiche
che distinguono una categoria di dati da un'altra. Vengono quindi eliminati
gli interventi umani e viene ampliata la scelta di dati che si possono fornire
al modello in fase di addestramento. Il cuore del Deep Learning sono le reti
neurali.

1.5 Reti neurali

Cosi come i volatili spinsero I'uomo a volare e gli uncini dei ori di bardana
ispirarono l'ingegnere svizzero Georges de Mestral ad inventare il velcro, cosi
I'architettura e l'organizzazione del cervello umano hanno dato ispirazione alla
struttura delle reti neurali arti ciali ( ANN ). Una rete neurale arti ciale € un
modello di Machine Learning la cui architettura e simile alla rete di neuroni
che popola il nostro cervello.

Un neurone ( gura 1.5) € composto dal corpo cellulare, ®oma contenente
il nucleo e le componenti che si occupano delle principali funzioni cellulari, da
alcuni prolungamenti chiamatidendriti e da uno piu lungo chiamatcassone
L'assone, in una delle sue estremita, si divide a sua volta in alcuni rami i
cui estremi, lesinapsi, si collegano con i dendriti di altri neuroni. | neuroni
producono piccoli impulsi elettrici che viaggiano attraverso gli assoni e fanno si
che le sinapsi rilascino dei segnali chimicineurotrasmettitori. Quando un neu-
rone riceve una su ciente quantita di neurotrasmettitori in pochi millisecondi,
produce dei propri impulsi elettrici. [3]
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Figura 1.5: Struttura di un neurone biologico

Fonte:  https://miro.medium.com/max/1400/1*ZjwXXxX3k50SvJsO7egYDQ.jpeg

Similmente al neurone biologico appena descritto si comporta il neurone
arti ciale, fondamentale nelle operazioni di unaANN. Come mostrato in gura
(gura 1.6) ci sono tre elementi fondamentali in un neurone:

Un insieme di collegamenti, ognuno dei quali & caratterizzato da yneso;

Una funzione lineare che applica una somma pesata di tutti gli input
ricevuti dal neurone;

Una funzione di attivazione per limitare I'ampiezza dell'output del
neurone.

In una rete neurale profonda Deep Neural Networl troviamo, oltre allo
strato di neuroni di input e allo strato di neuroni di output, uno o piu strati
intermedi nascosti fidden layerg. Aggiungere piu strati nascosti permette
alla rete di estrarre dall'input (come un testo o un‘immagine) caratteristiche
di alto livello per generare poi una rappresentazione gerarchica. Ogni strato
aggiunge un livello di astrazione di erente, che si occupa di un aspetto di erente
dell'input. La rete neurale nellimmagine (gura 1.7) € formata dadense layers
cioé ogni neurone & connesso a tutti quelli dello strato precedente. [4]
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Figura 1.6: Struttura di un neurone arti ciale

Fonte:  https://miro.medium.com/max/1400/1*hkYITODpjJgo32DoCOWN5w.png

Figura 1.7: Deep Neural Network. A sinistra uno strato di quattro neuroni di
input, al centro due strati nascosti, a destra lo strato di output formato da due
neuroni

Fonte:  https://miro.medium.com/max/1400/1*hkYITODpjJgo32DoCOWN5w.png






Capitolo 2

Natural Language Processing

Con Natural Language Processing ci si riferisce a quella branca dell'Intel-
ligenza Arti cale che fornisce ai computer l'abilita di comprendere un testo
scritto o parlato nello stesso modo in cui lo farebbe un essere umano. Il lin-
guaggio umano e caratterizzato da molteplici amibiguita che rendono di cile la
scrittura di software che determinino con precisione il signi cato di un testo o
di un vocale. Omonimi, omofoni, ironia, metafore sono solo alcune irregolarita
del linguaggio che richiedono anni per essere appresi da un essere umano. Un
modello NLP pero deve poter riconoscere ogni sfumatura del linguaggio per
poter essere e ciente e soprattutto deve farlo in tempi molto piu brevi. Tra i
diversi task NLP:

Speech recognition 0 Speech-to-text : convertire in modo e ciente

i dati vocali in dati testuali. Il riconoscimento vocale &€ necessario per
gualsiasi applicazione che si adi a comandi vocali o che risponda a
domande pronunciate a voce;

Machine Translation : tradurre automaticamente un testo da una
lingua a un'altra;

Sentiment analysis : identi care lo stato d'animo e le opinioni soggettive
all'interno di testi elaborati,

Information Retrieval : processo di gestione di documenti di un archivio
digitale in modo da facilitare all'utente, in seguito ad una sua ricerca, le
informazioni che rispondono alla sua richiesta.

Un approccio comune per i task di NLP é utilizzare I&eti Neurali Ricorrenti
0 RNN.



10 Capitolo 2. Natural Language Processing

2.1 RNN

Oltre alle reti neurali feed-forward dove le connessioni tra i neuroni sono
soltanto in una direzione e quindi I'attivazione scorre dal layer di input verso
il layer di output, esistono anche le reti neurali ricorrenti. La loro struttura e
molto simile ma esistono anche connessioni che possono formare dei cicli. In
gura 2.1 possiamo vedere il piu semplice neurone RNN che riceve un input
e produce un output che manda a se stesso. Ad ogni istaritgchiamato
ancheframe), questo neurone ricorrente riceve come input sk che l'output
prodotto nel frame precedentsy; i,

Figura 2.1: Un neurone ricorrente (a sinistra) e lo stesso neurone nel tempo (a
destra)

Fonte: [3]

Dato che l'output di un neurone ricorrente al tempo t € una funzione di
tutti gli input generati nei frame precedenti, possiamo dire che un neurone
ha una sorta di memoria. Questa caratteristica sara poi fondamentale per
i task di NLP in quanto il signi cato di una parola in una frase non € a sé
stante ma dipende dalle parole che la precedono e in generale dalle parole che
la circondano.

Una RNN puo essere di tipsequence-to-vectorUn suo utilizzo lo troviamo
nella Sentiment Analysis in cui da una sequence, come una recensione di un Im,
si ottiene un valore relativo al suo contenuto (-1 per un testo carico d'odio e +1
per uno carico di amore). Con urvector-to-sequencesi puo ottenere da un vet-
tore, che rappresenta ad esempio un'immagine, una sequence di output come la
descrizione di tale immagine. In ne si puo avere sempre w@quence-to-sequence
(gura 2.3) costuituito da un sequence-to-vectorchiamato encoder seguito
da un vector-to-sequence networkchiamato decoder. Questa architettura
prende il nome diEncoder-Decoder ed & molto utile nella traduzione di testi.
Traducendo una frase da una lingua a un'altra un encoder produce un vettore
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intermedio e un decoder, preso in input tale vettore, restituisce una sequenza
che altri non e che la frase tradotta. Tale struttura € molto piu e ciente che un
semplice seq-to-seq network (gura 2.2) in quanto le ultime parole di una frase
possono condizionare il signi cato delle prime, quindi & necessario ottenere un
vettore che rappresenti l'intera frase prima di tradurla.

Figura 2.2: Sequence-to-sequence

Fonte: [3]

Figura 2.3: Encoder-Decoder

Fonte: [3]

2.2 Encoder-Decoder in un modello neurale di
traduzione

In un semplice modello neurale di traduzione I'encoder processa ogni ele-
mento nella sequenza di input, produce dontext, un vettore di numeri reali che
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contiene tutte le informazioni, e lo invia al decoder che produce una sequenza
di output elemento per elemento ( gura 2.4).

Figura 2.4: Architettura encoder-decoder e context

Fonte: https://jalammar.github.io/visualizing-neural-machine- translation-mechanics- of- seq2seq- models-with-attention/

Una RNN prende due input per ogni frame: un input (nel caso dell'encoder
una parola della frase) e urhidden state La parola tuttavia deve essere
rappresentata sottoforma di vettore. Per poterla trasformare si utilizzano degli
algoritmi di word embedding

2.2.1 Word embedding

Un word embedding € una conversione di testo dove parole che hanno
signi cato simile hanno una rappresentazione simile. Questo approccio di
rappresentare parole e documenti e considerato una delle scoperte chiave del
deep learning sui problemi di elaborazione del linguaggio naturale. Ogni
parola é trasformata in un vettore di valori reali di dimensione nell'ordine delle
decine o centinaia. Questo algoritmo € un'importante innovazione rispetto alle
rappresentazioni sparse come @ne-hot encodingin cui ogni parola ha una
rappresentazione univoca rispetto al testo cui appartiene o addirittura, nel caso
del task di traduzione, rispetto a un dizionario e che quindi richiede vettori di
dimensione nell'ordine delle migliaia (o addirittura dei milioni).

Ritornando al nostro modello neurale di traduzione si possono utilizzare
algoritmi di embedding pre-addestrati 0 anche addestrare un proprio embedding
sul proprio dataset.

2.3 Attention

Il vettore context si € rivelato essere un collo di bottiglia per questi tipi di
modelli. Osserviamo per esempio la gura 2.5. Consideriamo il percorso dalla
parolamilk alla sua traduzionelait. Possiamo osservare che la rappresentazione
di questa parola necessita di essere trasportata per diversi step prima di essere
e ettivamente utilizzata. La di colta maggiore infatti si presenta quando
bisogna elaborare delle frasi lunghe. L'hidden state di una parola percorre un
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tragitto molto lungo con il forte rischio di perdere informazioni. Per risolvere
questi problemi caratteristici dei LSTM (long-short term memory network)
si utilizza la tecnica dellAttention che ha rivoluzionato i modelli neurali di
traduzione (e il NLP in generale) migliorando notevolmente la qualita dei sistemi
di traduzione automatica. Attention permette al modello di concentrarsi sulle
parti rilevanti della frase di input. [5]

Figura 2.5: Un semplice modello encoder-decoder di traduzione

Fonte: [3]

Un attention model di erisce da un classico modello seq-to-seq in quanto
I'encoder trasmette al decoder non solo l'ultimo hidden state ma tutti quanti.
Inoltre, il decoder, per ogni hidden state ricevuto, assegna un punteggio che
viene moltiplicato per un altro valore Goftmaxed score che ha lo scopo di
ampli care gli hidden state con punteggio alto, e limitare gli hidden state con
punteggio basso. Cosi facendo, ad ogni step, il decoder & consapevole della
parola su cui focalizzarsi. [6]
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Figura 2.6: Esempio di utilizzo degli hidden state con attention

Fonte: https://jalammar.github.io/visualizing- neural-machine-translation-mechanics- of- seq2seq- models-with- attention/

Una caratteristica fondamentale dell'Attention & IExplainability. Questa
feature, molto importante nel mondo dell'Intelligenza Arti ciale, € molto utile
per capire come migliorare un modello in caso di errori. Prendiamo ad esempio
un'immagine di "un cane sulla neve" per la quale il modello produce una
descrizione "lupo sulla neve". E possibile trovare su cosa si & posta l'attenzione
del modello nel momento in cui produceva I'output "lupo”. Probabilmente non
solo sull'animale ma anche sulla neve, poiché in fase di addestramento aveva
notato che la di erenza tra lupi e cani fosse la presenza o meno della neve.
Questo errore potrebbe essere corretto in fase di training con delle foto di lupi
senza neve e di cani con la neve.7][In molte applicazioni I'explainability non
e solo un modo di debugging ma un requisito legale (come in un sistema che
deve decidere se concedere 0 no un mutuo).

La fase di addestramento di una RNN con Attention € pero molto lunga
poiché I'embedding di una frase avviene trasformando una parola dopo l'altra.
E qui che entra in gioco l'innovativa architettura del Transformer.

2.4 Transformer

Nel 2017 un team di ricercatori Google ha scritto un saggio sorprendente
chiamato "Attention Is All You Need". [ 8] L'innovazione sta nell'utilizzare
I'Attention per migliorare la velocita in fase di traning grazie alla paralleliz-
zazione. Questa nuova architettura, ilTransformer, ha migliorato lo stato
dell'arte nellNMT (Neural Machine Translation) senza usare RNN o CNN
(Convolutional Neural Network).
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Figura 2.7: Architettura del Transformer

Fonte: [8]

In gura 2.7 vediamo l'architettura di un Transformer. Prendiamo il caso
della traduzione dall'inglese di "The big red dog" al francese "Le gros chien
rouge”. Sulla sinistra I'encoder prende in input la frase rappresentata da una
sequenza di parole. L'embedding di una parola, in un Transformer, contiene
anche una codica della sua posizione rispetto alla frase (una parola puo
assumere un signi cato diverso a seconda di dove € posizionata). L'embedding
e trasmesso al Multi-Head Attention che ride nisce il ruolo dell’Attention
migliorando l'abilitd del modello nel focalizzarsi su piu parole della frase
contemporanemante. In gura 2.8 si pud osservare come si comporta un
Multi-Head Attention (solitamente composto da 8 teste, da qui il nome Multi-
Head) durante I'encoding della parolat sulla destra. UnaAttention Head
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(in arancione) pone l'attenzione maggiore sanimal, un‘altra (in verde) pone
I'attenzione maggiore sutired. In un certo senso la rappresentazione dli
contiene informazioni sia swanimal che sutired che difatti sono rispettivamente

il soggetto cui si riferisce il pronome e un suo aggettivo. Il vettore di parola
e una media pesata della concatenazione degli 8 vettori restituiti da ogni
Attention Head. Un vettore ora ha quindi informazioni relative a diverse parole
a cui molto probabilmente e relazionata (come un soggetto di una frase € in
relazione ad un articolo, ad un verbo, ad un aggettivo). Ogni vettore passa poi
per un feed-forward network il cui scopo principale & di ottenere un risultato
di dimensione opportuna per i successivi step. L'innovazione sta nel fatto
che ogni Attention Block € indipendente dagli altri percio questo processo e
parallelizzabile.

Figura 2.8: Esempio gra co di Multi-Head Attention

Fonte: https://jalammar.github.io/illustrated-transformer/

Il decoder ha una struttura simile all'encoder. Durante il processo di
traduzione viene dato in input al Multi-Head Attention sia I'output dell'intera
frase dell'encoder, sia I'embedding della frase nella seconda lingua ("Le gros
chien rouge"). L'embedding pero nasconde tutte le parole successive a quella
che al momento si sta elaborando (da qui il nomdasked Multi-Head Attention).

Se quindi si sta processando la parola "chien” gli input del decoder sono l'output
dell'encoder e I'embedding di "Le gros". Tramite il Multi-Head Attention si

costruisce una sorta di mappa che pone in relazione ogni vettore (ogni parola)
dell'encoder (della prima lingua) con ogni vettore della frase nella seconda
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lingua. Il decoder in ne, con un softmax layer, produce in output la parola che
piu probabilmente segue quelle gia tradotte.

2.5 BERT

BERT (Bidirectional Encoder Representations from Transformers) € un
modello di Deep Lerning pre-addestrato dai ricercatori di Google Al Language.
[9] Il Transformer pud essere diviso sicamente in encoder e decoder separando
i suoi task. L'encoder infatti impara di una lingua la sua ortogra a, la sua
morfologia e la sua sintassi, in poche parole la sua grammatica. |l decoder
impara a mappare le parole di una lingua in quelle di un'altra. BERT utiliz-
za solo l'architettura dell'encoder per risolvere alcuni task che richiedono la
comprensione della lingua:

" Neural Machine Translation
~ Question Answering

" Sentiment Analysis

" Text summarization

Quindi si pu0 utilizzare un modello Bert addestrato nella comprensione di
una lingua e realizzare un ne-tuning in base al problema da risolvere. Per
ottenere ciO i passaggi chiave sono:

" Pre-training: comprendere cosa € una lingua e qual € il contesto grazie
all'addestramento simultaneo su due task non-supervisionati:

Masked Language Model (MDM): viene presa una frase in input
con alcuni token (parole) casuali nascosti. L'obiettivo e predirre le
parole mascherate.

Next Sentence Prediction (NSP): da due frasi in input, Bert deter-
mina se la seconda frase e successiva alla prima. Questo task aiuta
Bert a capire il contesto attraverso diverse frasi.

" Fine-tuning: si puo addestrare Bert in un task speci co. Per esempio in
un task di Question-Answering vengono usati come input una domanda e
il paragrafo dove ricercare la risposta. Come output si ottiene l'indice
dell'inizio e della ne della frase che racchiude la risposta.

Addestrandosi su questi due task Bert simula I'apprendimento di una lingua
da parte di un essere umano: predirre le parole e capire il contesto che lega piu
frasi.
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2.6 SentenceBert

Bert e ROBERTa (un estensione di Bert) hanno raggiunto lo stato dell'arte
nel campo dei task disentence-pair regressioncome la Semantic Textual
Similaruty (STS). Tuttavia questo task richiede di elaborare entrambe le frasi e
cio impone un enorme sovraccarico di calcolo. Cercare le frasi semanticamente
piu simili in una collezione di 10.000 frasi richiede circa 50 milioni di confronti
( 65 ore). Con Sentence-Bert (SBERT), che & un'estensione di BERT che
utilizza siamese networke triplet network, I'operazione di ricerca delle due frasi
piu simili richiede circa 5 secondi, mantenendo la stessa accuratezza di BERT.,
[10] SBERT €& un framework di Python per I'embedding allo stato dell'arte di
frasi, testo e immagini.

2.7 Semantic Textual Similarity

Il task di Semantic Textual Similarity consiste nel confrontare due frasi (o

addirittura due testi) e a ermare se esse abbiano un signi cato simile. Il STS

€ un problema notoriamente complesso a causa delle sfumature del linguaggio
naturale. Due testi possono essere semanticamente simili pur non avendo alcuna
parola in comune. L'idea chiave di SBERT si con gura nei seguenti passaggi:

" Utilizzare SNLI dataset o STS dataset come dati di training. Questi
dataset contengono diverse migliaia di coppie di frasi etichettate come
simili o dissimili;

Per ogni testo del dataset di training viene realizzato un embedding con
I'encoder di un BERT pre-addestrato;

Viene eseguita lavlean Pooling per ogni token del testo ottenendo cosi
un embedding di lunghezza ssa;

Il modello viene addestrato usando un'architetture&Siamese Networkcon

Contrastive Loss. In tal modo gli embedding di testi simili risulteranno
essere piu vicini nelEmbedding Spacementre gli embedding di testi
dissimili verranno vettorialmente allontanati;

Dopo la fase di training € possibile comparare qualsiasi coppia di testi
calcolando la similarita coseno tra gli embedding dei due testi.

Ihttps://paperswithcode.com/dataset/snli
2https://paperswithcode.com/dataset/semantic-textual-similarity-2012-2016
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La similarita coseno (2.1) e una tecnica per la misurazione del grado di
similarita tra due vettori e ettuata calcolando il coseno fra essi.

ab P ab
p-P Sy p (2.1)

cos@;b) = = pE P
@0)= fakkbk - PP T T b2

2.8 Chatbot

| chatbot aiutano le organizzazioni a risolvere le domande dei clienti, a
perferzionare la comunicazione e a migliorare l'esperienza dei consumatori.
| chatbot traducono il linguaggio umano in informazioni digitali applicando
tecniche di machine learning e di NLP. Esistono diversi tipi di chatbot a seconda
del modo di processamento degli input e della generazione delle risposte. Tra
questi, il Generative chatbote il Retrieval-Based chatbot

2.8.1 Retrieval-based chatbot

| Retrieval-based chatbot sono addestrati nel fornire la migliore risposta
possibile da un database di risposte prede nite. Questa tipologia di chatbot
usa tecniche comd&eywords matchingmachine learningo deep learningper
identi care la risposta migliore. Indipendentemente dalla tecnica, questi chatbot
forniscono solo risposte prede nite e non generano nuovo output.

2.8.2 Generative chatbot

| Generative chatbot possono generare nuovi dialoghi basandosi su una
grande quantita di dati di training. Questa tipologia di chatbot utilizza tecniche
combinate di apprendimento supervisionato, non supervisionato e per rinforzo.

L'apprendimento supervisionato, oltre ad avere di colta nell'includere nomi
propri per via della scarsa presenza nei dataset, risultano ripetitivi e non
riescono ad instaurare una realistica conversazione. Per arontare questo
problema, gli sviluppatori utilizzano I'apprendimento per rinforzo per insegnare
ai chatbot come ottimizzare i dialoghi ed ottenere delle ricompense.






Capitolo 3

Progetto

3.1 Introduzione

Obiettivo del progetto e creare un HelpDesk per un'azienda che fornisca
assistenza e supporto informativo ad un utente. Nello speci co un utente
pone una domanda ad un chatbot ed ottiene una risposta prede nita che
possa aiutarlo nel risolvere il proprio problema. Un chatbot € un software
che simula e processa una conversazione con una persona. | chatbot possono
essere semplici e fornire una singola risposta ad una domandasy), oppure
piu complessi. Nel secondo caso il loro comportamento e simile a quello di
un assistente digitale che quindi impara e si evolve durante la conversazione
per fornire livelli crescenti di personalizzazione mentre raccoglie ed elabora
le informazioni. L'azienda in questione ha fornito una collezione di circa 50
domande in italiano con le annesse risposte. Il software, una volta ottenuta in
input la domanda dell'utente, deve cercare la domanda relativa nella collezione
e restituire la rispettiva risposta. L'utente perd puo sottoporre al chatbot una
domanda non esattamente identica ma semanticamente simile ad una delle
domande della collezione. In tal caso il software, essendo un task di NLP, deve
riconoscere la domanda semanticamente piu simile proprio come se fosse un
essere umano.

3.2 Formulazione della soluzione

Per poter implementare un modello capace di risolvere questo task si € pen-
sato di utilizzare SBERT. Come riporta la documentazione u ciale di SBERT,
puo essere utile per i task dsemantic textual similarity (STS), semantic search

Ihttps://www.sbert.net/index.html
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(SS) eparaphrase mining(PM). E un framework basato su Pytorch e Tran-
sformers e o re una vasta collezione di modelli pre-addestrati specializzati su
svariati task. Il task di questo progetto viene risolto tramiteSemantic Tex-
tual Similarity (STS), poiché SS e PM sono piu adatti per a rontare ricerche
semantiche in grandi collezioni di frasi (oltre i 10.000 esempi).

3.3 Scelta del modello

Il primo problema che si pone davanti & che tra i modelli pre-addestrati
di SBERT u ciali non esiste ad oggi un modello per la sola lingua italiana.
Esistono tuttavia dei modelli multi-lingua addestrati su piu lingue diverse
tra cui l'italiano. Inoltre, sono stati trovati altri modelli sulla community di
Hugging Facé che corrispondevano al task di STS per la lingua italiana. In
tutto sono stati selezionati 7 modelli:

" Da SBERT.net:

distiluse-base-multilingual-cased-vl [11]
distiluse-base-multilingual-cased-v2 [11]
paraphrase-multilingual-mpnet-base-v2 [11]
paraphrase-multilingual-MiniLM-L12-v2 [11]

" Da Hugging Face:

clips/mfaq [12]
aiknowyou/aiky-sentence-bertino
efederici/sentence-bert-base [13]

3.4 Scelta del dataset per la sperimentazione

Poiche il caso di studio e reale, la struttura e le dimensioni ridotte del
dataset non ci permettono né di valutare accuratamente i modelli né di fare
un ne-tuning sul dominio. Si & scelto percio il datasestsb_multi_mt 3 [14]
che contiene un sottoinsieme in lingua italiana. In questo dataset sono presenti
traduzioni multilingua dal dataset originale inglese diSTSbenchmark La tra-
duzione é stata fatta con Deept. STSbenchmark comprende una selezione dei

2https://huggingface.co/
3https://huggingface.co/datasets/stsh_multi_mt
“https://deepl.com
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dataset in inglese utilizzati nei task STS organizzati nei workshop internazionali

di SemEval tra il 2012 e il 2017. Le frasi selezionate includono didascalie di
immagini, titoli di notizie e forum di utenti. In gura 3.1 vengono presentate
alcune frasi per mostrare la struttura del dataset. Sono presenti 8.628 elementi.
Ogni elemento e composto da una coppia di frasi e dalla rispettiva similarita co-
seno. La similarita coseno in questo caso va da 0 a 5 ed esprime numericamente
guanto sono semanticamente simili due frasi. In verde € mostrato un esempio
di perfetta similarita, in rosso un esempio di totale assenza di similarita, in blu
un esempio di parziale similarita. Il dataset & composto da:

~

train set: 5749 elementi
~ validation set 1500 elementi

" test set 1379 elementi

Figura 3.1: Alcuni esempi del datasestsb_multi_mt

In tabella 3.1 é stata veri cata e confermata I'equa distribuzione delle classi
dei tre split del dataset.

Classe | Training Set | Validation Set | Test Set

0-1: 1103 389 308
1-2: 1076 303 291
2-3: 1297 359 352
3-4: 1942 421 442
4-5: 1406 264 338

Tabella 3.1: Distribuzioni delle classi dentro il dataset.
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3.5 Metriche di valutazione

Per valutare il modello si € calcolata la similarita coseno di ogni coppia di
frasi deltest sete si & successivamente misurata l'accuratezza ddiSE, MAE,
Exact Match e Rank-n.

Per calcolare la similarita coseno si e ottenuto I'embedding di tutte le
prime delle due frasi di ogni coppia (sentencel_set), I'embedding delle seconde
(sentence2_set) e si e creata una matrice contenente al posto (i,j) la similarita
coseno tra la frase i del primo set e la frase j del secondo set. Poi sono state
opportunamente selezionate le coppie di frasi corrette.

#Embedding di sentencel_set
embeddings_sentencel_set = model.encode(sentencel_set,
convert_to_tensor=True)

#Embedding di sentence2_set
embeddings_sentence2_set = model.encode(sentence2_set,
convert_to_tensor=True)

#Calcolo della similarita coseno
cosine_scores = util.cos_sim(embeddings_sentencel_set,
embeddings_sentence2_set)

3.5.1 MAE, MSE, Exact Match

Per veri care che la similarita ottenuta fosse corretta si & prima calcolato il
Mean Absolute Error (MAE). Il MAE consiste nel calcolare I'errore assoluto
medio. Con errore si de nisce la di erenza tra la similarita coseno reale, e
quindi gia presente nel dataset, e quella previsto dal modello. Questa misura
da un'indicazione dello scostamento medio.

P
" jRealScore PredictedScorgj
n
Successivamente si e calcolatoNlean Squared Error(MSE). Il MSE consiste

nel calcolare lo scarto quadratico medio. A di erenza del MAE, gli errori piu
grandi hanno un impatto maggiore rispetto a quelli piccoli.

MAE =

(3.1)

sum, (X Vi)?
n

MSE = (3.2)

In ne, & stato preso in considerazione Exact Match (EM). Una volta
arrotondati gli score all'intero piu vicino, si € contato quante volte le predizioni
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fossero uguali ai valori originali. Si sono usate queste tre metriche di valutazione
per ognuno dei modelli e i risultati ottenuti sono i seguenti:

Modello | MAE | MSE | EM
distiluse-base-multilingual-cased-v1 0.85 1.16 | 35.68%
distiluse-base-multilingual-cased-v2 0.93 1.40 | 34.40%

paraphrase-multilingual-mpnet-base-v2 | 0.93 1.41 | 34.70%
paraphrase-multilingual-MiniLM-L12-v2 | 0.89 1.34 | 37.35%

clips/mfaq 230 | 7.49 | 11.24%
aiknowyou/aiky-sentence-bertino 1.87 5.15 | 16.24%
efederici/sentence-bert-base 1.05 1.78 | 31.70%
Tabella 3.2: Calcolo delle accuratezze dei modelli. | risultati migliori sono

evidenziati in grassetto, i secondi sono sottolineati.

Come visibile dalla tabella 3.2, i modelli migliori sono quelli di SBERT. I
modello con i valori piu incoraggianti edistiluse-base-multilingual-cased-v1

3.5.2 Rank-n

Per il nostro obiettivo il criterio di valutazione piu interessante e ilRank-n.
Per poter ottenere questa metrica si € modi cata la struttura del training set
in modo da ottenere un dataset di sole coppie di frasi simili. E stato stabilito
che due frasi sono simili se il coseno di similarita tra di esse & maggiore di 4 (su
5). Essendo un criterio che verra usato per tutti i modelli, cambiando il valore,
ad esempio in 4.3, si ottengono valori diversi ma l'ordine rimane invariato. Se
quindi con 4 il modello A ha risultati migliori del modello B, anche scegliendo
4.3 A sara migliore di B. Per ogni modello si & calcolatBank-1, Rank-2 e
Rank-3 Per calcolare ilRank-n si & presosentencel_set e per ognuna delle
231 frasi si e cercata la rispettiva "gemella" all'interno dsentence2_set. Per
ogni ricerca viene creata una lista di frasi in ordine decrescente di score. La
prima posizione e quindi occupata dalla frase che per il modello € piu simile
alla frase in questione. Al secondo posto quella che ha il secondo score di
similarita piu alto, e cosi via. Il Rank-1 conta quante volte il modello trova la
gemella. Il Rank-2 conta quante volte il modello trova la gemella nelle prime
due posizioni. Il Rank-3 conta quante volte il modello trova la gemella nelle
prime tre posizioni. Per un'analisi piu approfondita, sono state testate diverse
combinazioni dei duesentence_set. A seguire la media dei valori ottenuti:

~ Rank-1: 82%
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" Rank-2: 90%

" Rank-3: 94%

3.6 Fine-tuning

Con il termine ne-tuning si intende I'addestramento di un modello che e
stato gia addestrato per un task simile. Questa scelta ha un doppio possibile
risvolto positivo. Il primo quando il dataset in possesso non € su cientemente
grande per addestrare un modello "from scratch”, il secondo e che l'adde-
stramento viene fatto usando in partenza i pesi del modello pre-addestrato e,
modi candoli, il modello viene specializzato sul proprio dataset. Non é detto
che ci sia sempre un miglioramento quindi e stato valutato il modello anche
dopo il ne-tuning con il rank-n. Nello speci co il ne-tuning é stato fatto sul
training set italiano di stsb_multi_mt usando la CosineSimilarityLoss. Con
guesta funzione, per ogni coppia di frasi, vengono creati gli embedding delle due
frasi. Successivamente viene calcolata la similarita coseno tra gli embedding e
il risultato viene comparato con il reale score (gold label).

Figura 3.2: CosineSimilarityLoss conrangeda-1al

Fonte:  https://www.sbert.net/docs/package_reference/losses.html#cosinesimilarityloss
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3.6.1 Valutazione dopo il ne-tuning

Dopo il ne-tuning é stata misurata I'accuratezza del modello per poterlo
confrontare con quello precedente. In tabella 3.3 i valori di MAE, MSE ed EM.

Modello | MAE | MSE | EM

distiluse-base-multilingual-cased-v1 ( ne-tuned) | 0.66 | 0.77 | 45.03%

Tabella 3.3: Calcolo delle accuratezze del modello dopo il ne-tuning.
A seguire la media dei valori ottenuti:

" Rank-1: 82%
~ Rank-2: 90%

" Rank-3: 95%

E migliorato soltanto il Rank-3 di 1 punto percentuale tuttavia c'é stato un
notevole miglioramento nel'MAE, nellMSE e nellME. In particolare il valore
di MSE indica che il modello €& piu preciso rispetto a prima nel calcolare la
similarita coseno. Questo sara utile nei successivi esperimenti in quanto sara
importante la di erenza di score tra la frase piu simile e la seconda classi cata.

3.7 Tempi di esecuzione

Perche sia un software realmente utilizzabile € necessario che i tempi di
elaborazione siano minimi. E stato simulata I'immissione di una domanda da
parte di un utente e la successiva elaborazione all'interno di un Colab.

" CPU: Intel(R) Xeon(R) CPU @ 2.00GHz

" GPU: Tesla T4

Per elaborare I'embedding delle 50 domande del dataset proprietario sono
stati necessari 0.31 secondi. Questo embedding € pero eseguito o ine ed € gia

pronto all'uso al momento dell'inserimento della domanda. Per elaborare la
frase piu simile e sottoporre la risposta ci vogliono 0.01 secondi.
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3.8 Metric Learning

Analizzando i dati, il metric learning crea una nuova tipologia di distanza.
Applicare il metric learning permette di distinguere meglio i dati. Lo scopo
principale e di creare una nuova metrica che minimizzi le distanze tra dati della
stessa classe e che massimizzi le distanze tra dati di classi diLerenti. In pratica
si cerca di raggruppare le istanze con caratteristiche simili. Riconoscimento
facciale, Semantic Textual Similarity, verificazione vocale, similarita tra pazienti
sono tutti task basati sulla similarita. Esistono diverse tecniche di metric
learning. A seconda della loss function utilizzata, le istanze vengono avvicinate
o allontante in modo di Lerknte.

Tra le loss function piu comuni ci sono la Triplet Loss e la Contrastive Loss.

3.8.1 Triplet Loss

La Triplet Loss & probabilmente la loss function piu popolare. Per poter
utilizzare questa funzione occorre una collezione di triplette di frasi nella forma
seguente.

(Xia; Xip; Xin) (3.3)

In ogni tripletta i: anchor & una frase, positive & una frase semanticamente
simile e negative € una frase semanticamente dissimile. Lo scopo della Triplet
Loss e fare si che la distanza

Diaip = Jif(Xia)  T(Xip)il2 (3.4)
sia minore della distanza
Dia;in = jjf(xia) f(xin)ij (35)

di almeno un fattore





https://towardsdatascience.com/metric-learning-loss-functions-5b67b3da99a5
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